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1 Problemstellung

1 Problemstellung

Das Erkennen und Einordnen von Mustern hat sowohl in unserem alltaglichen
Handeln als auch in der Wissenschaft eine immense Bedeutung. Im Sport spielt die
laienhafte Einordnung beispielsweise bei Ballsportarten eine grof3e Rolle. Wir
versuchen bestimmte Bewegungsmuster des Gegners oder Mitspielers zu
kategorisieren, um mdglichst adaquat und schnell auf ihre Aktion reagieren zu
kénnen. Vergleichbar werden auch bei wissenschaftlichen Fragestellungen versucht,
Muster zu erkennen und einzuordnen. Das Ziel der Wissenschaft bei der
Mustererkennung ist demnach, Muster zu identifizieren und klassifizieren. So kénnen
in der Sportwissenschaft beispielsweise abweichende Bewegungsmuster identifiziert
werden, um eine individuell passende Intervention zu konzipieren. Das Ziel
verschiedener Methoden und Verfahren ist deshalb eine mdglichst fehlerfreie
Klassifizierung von Objekten. In der vorliegenden Arbeit sollen Gangmuster, die
durch dreidimensionale Vektoren beschrieben werden, den Probanden zugeordnet
werden. Die Gelenkwinkel sind die Komponenten der Vektoren. Als
Klassifikationsverfahren werden Support Vektor Maschinen (SVM) eingesetzt. Ziel

der Anwendung des Verfahrens ist dabei die Minimierung der Fehlklassifikationen.

Zunéchst einmal werden die elementaren Begrifflichkeiten in der Verwendung von
Support Vektor Maschinen erlautert. Relevant fir die vorliegende Arbeit sind dabei
die Ganganalyse sowie die Mustererkennung. Selbstverstandlich wird besonderer
Wert auf die theoretischen Hintergriinde von Support Vektor Maschinen gelegt, die
Funktionsweise dargelegt und die unterschiedlichen Arten an SVM, die fir die
folgende Untersuchung relevant sind, beschrieben. In Kapitel 3 wird dann die
Vorgehensweise der Untersuchung geschildert. Hierzu werden zu Beginn des
Kapitels die Untersuchungsinstrumente vorgestellt und erlautert, um im Anschluss
den Untersuchungsaufbau, die Untersuchungsdurchfiihrung und die
Vordatenverarbeitung darzulegen. Das anschliel3ende Kapitel beschéaftigt sich dann
mit der Anwendung der Support Vektor Maschine auf das vorliegende
Klassifikationsproblem. In diesem Kapitel werden zudem die Ergebnisse dargestellt,
analysiert und interpretiert. Im Anschluss wird noch einmal die gesamte

Untersuchung kritisch reflektiert.
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2 Theoretische Grundlagen

2.1 Die Ganganalyse

Die Analyse und Beschreibung des menschlichen Gangs reicht bis in die Zeit
Aristoteles (384 v. Chr. Bis 322 v. Chr.) zurtck. Besonders hervorzuheben in der
Entwicklung der Ganganalyse ist das Werk de motuanimalum von Borelli (1682). In
dieser Untersuchung wird zum ersten Mal der Kdrperschwerpunkt bestimmt. (vgl.
Mikut, 2001, S.4). Moderne wissenschaftliche Messungen und Beschreibungen von
Prinzipien des Ganges sind in den Werken der Gebrider Weber Die Mechanik der
Gehwerkzeuge (1836) zu finden (vgl. Mikut, 2001,S.4). Die Methode zur Bestimmung
von dreidimensionalen Ganganalysedaten aus fotografischem Material stellten
erstmals Braune und Fischer 1889 vor (vgl. Mikut, 2001,S.4). Die bisher genannten
Autoren hatten fur Ihre Messergebnisse einen hohen Aufwand fir die Messung und
ihre Auswertung. Scherb entwickelte in der ersten Halfte des letzten Jahrhunderts ein
Laufband, welches es ermdoglicht, den Probanden ohne Ortsanderung zu
untersuchen (vgl. Mikut, 2001, S.4). Der gro3te Durchbruch gelang 1980 durch die
Kombination moderner Computertechnologie und den Analysemethoden der
fotografischen Technik (vgl. Mikut, 2001,S.4). Heute spricht man hier von der
instrumentellen Ganganalyse (vgl. Mikut, 2001,S.4).

Die Ganganalyse heute ist eine Analysemethode zur Untersuchung des
menschlichen Gangbildes mit dem Ziel, Stoérungen und ihre Ursachen festzustellen
und madgliche KorrekturmalRnahmen festzulegen (vgl. Bachmann 2008,S.1). ,Das
Gangmuster eines jeden Menschen ist individuell und doch von Schritt zu Schritt zu
einem gewissen Grad variabel. Deshalb ist die Grenze zwischen gesunden und
pathologischen Gangbildern oft unklar® (Bachmann 2008, S.1). Die visuelle Analyse
kann die Komplexitdt des Ganges nicht vollstandig erfassen. Fir den Beobachter
kommen in kilrzester Zeit zu viele Informationen zusammen, sodass ein
gleichzeitiges Erkennen und korrektes Verarbeiten der Informationen nicht méglich
ist. Um das Gangmuster eines Menschen im vollen Umfang verstehen zu kdnnen
sind technische Hilfsmittel notwendig. Dies fuhrte zur Entwicklung der instrumentellen
Ganganalyse (vgl. Bachmann 2008, S.1). Heute stehen uns dank der Entwicklung
der instrumentellen Ganganalyse Messsysteme zur Verfiigung, die die Bewegungen
der einzelnen Kdrpersegmente prazise dreidimensional erfassen kdnnen (Kinematik),
die Informationen der wirkenden Kraft vom Boden liefern (Kinetik) und die Aktivitaten
2
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der Muskulatur aufzeigen  (Elektromyografie). Ebenso kénnen  durch
Druckmessplatten schnelle Bewegungen bei Stossbewegungen und Landungen

erfasst werden (vgl. Bachmann 2008, S.1).

2.2 Mustererkennung und Klassifizierung

Der Informatiker Heinrich Niemann definiert die Mustererkennung wie folgt:

,Die Mustererkennung beschéftigt sich mit den mathematisch-technischen
Aspekten der automatischen Verarbeitung und Auswertung von Mustern.
Es wird fur ein physikalisches Signal (z.B. Sprache, Bild, Messwert) eine
Symbolkette (bzw. in eine formale Datenstruktur) berechnet. Dazu gehort
sowohl die Klassifikation einfacher Muster als auch die Klassifikation und
Analyse komplexer Muster” (Niemann 2003, S.13f).

Man unterscheidet in der Literatur verschiedene Ansétze der Mustererkennung:

syntaktische, statistische und strukturelle Mustererkennung (vgl. Franz, 2008):

Syntaktisch

Dinge werden so durch Folgen von Symbole beschrieben, dass Objekte der gleichen

Kategorie dieselben Beschreibungen aufweisen (vgl. Franz, 2008).
Statistisch

Ziel ist es hier, ein Objekt in die Kategorie mit der hochsten Wahrscheinlichkeit
einzusortieren (vgl. Franz, 2008). Statt Merkmale nach vorgefertigten Regeln
auszuwerten, werden sie hier einfach als Zahlenwert gemessen und in einem
Merkmalsvektor zusammengefasst (vgl. Franz, 2008). Eine mathematische Funktion
ordnet dann jedem denkbaren Merkmalsvektor eine Kategorie zu (vgl. Franz, 2008).
Ein Beispiel sind hier die Support Vektor Maschinen (vgl. Franz 2008).

Strukturell

Sie verbinden verschiedene syntaktische und/oder statistische Verfahren zu einem
einzigen neuen Verfahren (vgl. Franz, 2008). Die grundlegende Merkmalserkennung

wird dabei statistischen Verfahren tberlassen (vgl. Franz, 2008).
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Der Prozess der Mustererkennung wird in drei Schritte unterteilt:

1. Aufnahme (Messung) einschliel3lich Vorverarbeitung,
2. Merkmalsextraktion,

3. Kilassifikation.

Ein Muster besitzt nach Niemann (2003, S.20) Merkmale, die fur seine Zugehdrigkeit
zu einer Klasse charakteristisch sind. ,Die Merkmale bilden fiir Muster einer Klasse
einen einigermafllen kompakten Bereich im Merkmalsraum. Die von Merkmalen
verschiedener Klassen eingenommenen Bereiche sind einigermafl3en getrennt”
(Niemann 2003, S.14). Bei der Klassifikation von Mustern wird jedes Muster als ein
Ganzes betrachtet und unabhangig von anderen Mustern einer genauen Klasse von
vielen mdoglichen Klassen zugeordnet. (vgl. Niemann 2003, S.15f). Die
anschlieBende Analyse von Mustern ordnet jedem Muster eine individuelle
symbolische Beschreibung zu (vgl. Niemann 2003, S.16). Sie besteht aus einem
Netzwerk, die aus dem Muster berechnete Instanzen von Konzepten eines Modells
enthalt (vgl. Niemann 2003, S.16).

2.3 Forschungsstand

Untersuchungen mittels moderner Software und einem Kamerasystem gehéren zu
einem jungen Bereich der Wissenschaft. Fur einen besseren Einblick in das
Themengebiet soll im Folgenden ein Uberblick tiber bereits durchgefiihrte Studien im

Bereich der Ganganalyse gegeben werden.

In einer Untersuchung von Schéllhorn, Nigg, Stefanyshyn & Liu (2002) konnten
spezifische Charakteristika im Gangmuster einer Person erkannt werden. Dabei
wurden Kkinetische und kinematische Daten der Gangmuster von 13 Frauen
analysiert, die Schuhe mit unterschiedlichen Absatzen getragen haben (vgl
Schdllhorn et al., 2002, S.181). Ebenso wurden die Vor- und Nachteile von zeitlich
kontinuierlichen Daten und zeitdiskreten Daten herausgearbeitet (vgl. Schéllhorn et
al., 2002, S.181). Mittels einer Kistler Kraftmessplatte (1000Hz) und vier Kameras
(200Hz) wurden die kinematischen und kinetischen Daten erhoben (Schéllhorn et al.,
2002, S.181f). Die Ergebnisse zeigten, dass bei beiden Anséatzen, mit den
kontinuierlichen und den zeitdiskreten Daten, die individuellen Gangmuster erkannt
werden konnten (Schéllhorn et al., 2002, S.180ff).
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Im Jahre 2008 konnten Janssen et al. (S.84) die Personenerkennung und die
Erkennung von Emotionszustanden anhand des Gangmusters mittels kunstlicher
neuronaler Netze zuordnen. Die Untersuchung bestand aus zwei Experimenten (vgl.
Janssen et al.,, 2008, S.84). Zunachst wurden in einem Versuch die emotionalen
Zustédnde der 22 Probanden gemessen (vgl. Janssen et al., 2008, S.84). Dabei
wurden kinematische Daten erhoben, indem die Probanden mit unterschiedlichen
Emotionszustanden (normal, glicklich, traurig, verargert) Uber eine Kraftmessplatte
gegangen sind (vgl. Janssen et al., 2008, S.84). Zu 95% konnten den Probanden die
individuellen Gangmuster zugeordnet werden (Janssen et al.,, 2008, S.84). Im
zweiten Versuch wurde derselbe Versuchsaufbau sowie die- durchfihrung wie im
ersten Experiment gewahlt (vgl. Janssen et al., 2008, S.86). Dieses Mal wurden
sowohl kinematische als auch kinetische Daten untersucht (vgl. Janssen et al., 2008,
S.86). Es stand die Frage im Mittelpunkt, ob es Unterschiede im Gangmuster von 16
Probanden gibt, die einmal keine Musik héren, dann beruhigende Musik und im
nachsten Durchgang anregende Musik vorgespielt bekamen (vgl. Janssen et al.,
2008, S.86). Auch hier zeigten die Ergebnisse hohe Zuordnungen. (Janssen et al.,
2008,S.86)

In einer Studie im Jahre 2010 konnten Logan, et al. (S.339-345) nachweisen, dass
das Sehen einen Einfluss auf den Gang hat. Dabei wurden 12 Probanden im Stehen
und im Gehen (1 bzw.5 km/h) auf einem Laufband getestet, welches einen Meter vor
einer Leinwand stand (vgl. Logan et al., S.339). Die Leinwand bestand aus einem
schwarzen Hintergrund, auf welchem weiRe Dreiecke in unterschiedlicher
Geschwindigkeit sichtbar wurden (vgl. Logan et al.,, S.339). Das Sichtfeld des
Probanden wurde durch eine Brille eingegrenzt (vgl. Logan et al., S.339). Durch am
Korper platzierte Marker sollte die Rolle des Sehens beim Gehen nachgewiesen
werden (Logan et al.,2010, S.339f). Die Ergebnisse zeigten, dass nur kleine
Unterschiede zwischen dem Gehen und Stehen im Rumpf auftreten (vgl. Logan et
al., S.343). Jedoch konnte eine horizontale Verschiebung von Hifte und Schultern
vom Stehen im Ubergang zur Bewegung beobachtet werden (vgl. Logan et al.,
S.343). Die Autoren schlossen daraus, dass ein solcher Anstieg mit einer erhdhten

Kopplung an das visuelle System einhergeht (Logan et al., 2010,S.343ff).
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2.4 Support Vector Machines

Support Vektor Maschinen (SVM) gehdéren zum Feld der statistischen
Mustererkennung und sind zu den Methoden des maschinellen Lernens
einzuordnen. In diesem Gebiet sind sie von zunehmender Bedeutung (vgl. Gieseke
2012, S.25). Sie dienen der binaren Klassifikation von Objekten mit dem Ziel, das
Fehlklassifikationsrisiko zu minimieren (vgl. Decker, 2008, S.53). SVM werden dazu
mit vorher klassifizierten Features, den Trainingsdaten, trainiert und werden deshalb
zu den Verfahren des Uberwachten Lernens gezahlt (Scholkopf& Smola, 2002, S.1f.).
In vielen Methoden des maschinellen Lernens wird der Klassifikator so trainiert, dass
die Klassifikationsleistung fir die Trainingsdaten maximiert wird (vgl. Abe, 2005, S.2).
In der Regel wird dadurch jedoch die Gesamtheit der Daten vernachlassigt und es
resultiert eine Uberanpassung an die Trainingsdaten, die mit einer verminderten
Generalisierungsfahigkeit einhergeht (vgl. Abe, 2005, S.2). Im Gegensatz dazu ist die
Ubergeordnete Idee der Support Vektor Maschine, fir ein zwei-Klassen Problem die
Generalisierungsfahigkeit durch die direkte Entscheidungsfunktion zu maximieren.
(vgl. Abe, 2005, S.2). Die Entscheidungsfunktion bildet die sogenannte Hyperebene,
die die Datensatze optimal in zwei Klassen teilen soll (vgl. Abe, 2005, S.2). Die
Aufgabe der SVM ist also die optimale Trennung der Daten in zwei Klassen mittels
Hyperebene. Lasst sich die Klassifizierung mittels Hyperebene im sogenannten input
space —einem m-dimensionalen Raum, in dem die Trainingsdaten abgebildet
werden- linear durchfiihren, spricht man von Linearen Support Vektor Maschinen
(vgl. Abe, 2005, S.15). Lassen sich die die Trainingsdaten im input space linear nicht
voneinander abgrenzen, werden diese in einen hdherdimensionalen Raum
abgebildet, um in diesem Raum eine Hyperebene zu bestimmen (vgl. Abe, 2005,
S.15; Schélkopf& Smola, 2002, S.3). Diese Vorgehensweise wird mit nicht-linearen
Support Vektor Maschinen ausgefiihrt.

2.4.1 Lineare Support Vektor Maschinen

Gegeben sind M m-dimensionale Trainingsinputs x;(i = 1, ..., M) und die zugehorigen
Labels y; =1 fir Klasse 1 und y; =—1 fur Klasse 2 (vgl. Abe, 2005, S.15;
Scholkopf& Smola, 2002, S.1f). Gesucht wird nun die optimale Lage der
Hyperebene, die die Daten linear trennt (vgl. Abe, 2005, S.15f; Scholkopf& Smola,
2002, S.1f). Die Hyperebene soll dabei so platziert werden, dass sich zwischen den

beiden Kassen ein mdglichst breites Band aufspannen lasst (vgl. Abe, 2005, S.16f;

6
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Schoélkopf& Smola, 2002, S.11f). Der Abstand zwischen der Hyperebene und den der
Hyperebene am nachsten gelegenen Trainingsdaten, wird Margin genannt. Die
Hyperebene mit maximalem Margin wird als Optimale Hyperebene bezeichnet (vgl.
Abb. 1). Da sich in diesem Fall keine Trainingsvektoren innerhalb des Bandes
befinden, wird auch von sogenannten Hard-Margin-SVM gesprochen (vgl. Abe, 2005,
S.15). Trainingsvektoren, die auf dem Rand des Bandes liegen, werden zur
Darstellung der Hyperebene herangezogen und werden als Support Vektoren X,
bezeichnet (vgl. Scholkopf& Smola, 2002, S.13f). Die Optimale Hyperebene
entspricht der Entscheidungsfunktion f(x;), die die Trainingsvektoren x, voneinander
trennt und die im Trainingsprozess bestimmt wird (vgl. Schdlkopf& Smola, 2002,
S.14). Diese basiert auf der Berechnung des Skalarprodukts zweier Vektoren (vgl.
Scholkopf& Smola, 2002, S.14).

Optimale
Hyperebene

Maximum
margin

»
»

Abbildung 1: Lineare Trennung mittels Hyperebene
(vgl. Abe, 2005, S.17)

2.4.2 Nicht-lineare Support Vektor Maschinen

Sind die Daten linear nicht trennbar, liefert die Hard-Margin-SVM keine Ldsung (vgl.
Abe, 2005, S.22). Die Support Vektor Maschine muss aus diesem Grund nicht-linear
verallgemeinert werden (vgl. Abe, 2005, S.22). Die Trainingsdaten werden dabei
mittels nicht-linearer Transformation in einen hoéherdimensionalen Feature- Raum
abgebildet und die trennende Hyperebene wird dort mittels Skalarproduktberechnung
konstruiert (s. Abb. 2), sodass weiterhin eine hohe Generalisierungsfahigkeit
gegeben ist (vgl. Abe, 2005, S.25; Scholkopf& Smola, 2002, S.15). Dies ergibt
wiederum eine nicht-lineare Grenzlinie im urspringlichen Input- Raum (vgl. Abe,
2005, S.15f; Schélkopf& Smola, 2002, S.1f).

7
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Input- Raum Feature-
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Abbildung 2: Trennung mittels Hyperebene durch Transformation in einen
hoéherdimensionalen Raum (vgl. Schélkopf& Smola, 2002, S.15)

2.4.3 Kernfunktionen

Da die Berechnung der Entscheidungsfunktion in dem hdherdimensionalen Raum
sehr aufwendig ist, kann anhand spezieller Funktionen die Skalarprodukt-
Berechnung der transformierten Vektoren im Input- Raum berechnet werden (vgl.
Abe, 2005, S.35f, Scholkopf& Smola, 2002, S.25ff). Bei diesen Funktionen handelt
es sich um sogenannte Kernfunktionen und das Verfahren wird auch als ,Kern- Trick'
bezeichnet (vgl. Abe, 2005, S.35f, Scholkopf& Smola, 2002, S.25ff). Kernfunktionen,
die bei der Anwendung von SVM genutzt werden, sind u.a. die linearen, die
polynomialen und die radialen Basisfunktions- Kernfunktionen, die im Folgenden
naher beschrieben und fir die Untersuchungsdurchfihrung genutzt werden (vgl.
Abe, 2005, S.27, Schoélkopf& Smola, 2002, S.45f).

Lineare Kernfunktion

Sind die Daten im ursprunglichen Input- Raum linear trennbar, missen diese nicht in
einen hoherdimensionalen Raum abgebildet werden und die Klassifikation wird mit

linearen Kernfunktionen durchgefthrt:

H(x,x') = xTx]

(vgl. Abe, 2005, S.27f, Scholkopf& Smola, 2002, S.45f).

Radiale Basisfunktions- Kernfunktion

Die radiale Basisfunktions- Kernfunktion mit gamma y als positiver Parameter, der

den Radius beeinflusst, ist gegeben durch:

H(x,x") = exp (=ylx —x'[?)

(vgl. Abe, 2005, S.27f, Scholkopf& Smola, 2002, S.45f).

8
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Polynomiale Kernfunktion

Die polynomiale Kernfunktion mit dregree d (d € N) und dem Koeffizienten

(Kernparameter) coef ist gegeben durch:

H(x,x) = (y - x"x' + coef)Y

(vgl. Abe, 2005, S.27f, Scholkopf& Smola, 2002, S.45f).

Sowohl die passende Kernfunktion, als auch die entsprechenden Kern-Parameter

missen fir jeden Datensatz individuell ermittelt werden.

2.4.4 Multiklassifikation mit Support Vektor Maschinen

Bisher wurden nur binére Klassifikationsprobleme und damit die Zuordnung in eine
von zwei Klassen betrachtet. In den meisten Fallen jedoch soll die Klassifikation in
mehrere Gruppen erfolgen. Entsprechend sollen in der vorliegenden Arbeit die
Winkeldaten den Probanden zugeordnet werden. Es handelt sich also ebenfalls um
ein Mehr-Klassen-Problem. Die Losung solcher Mehr-Klassen-Probleme wird anhand
der Multiclass Support Vektor Maschinen geldst (vgl. Abe, 2005, S.83, Scholkopf&
Smola, 2002, S.211-214). Prinzipiell lassen sich dabei vier Arten an Multiclass SVM

unterscheiden:

1. One-gainst-all Support Vektor Maschinen

2. Pairwise Support Vektor Maschinen (One-against-one SVM)
3. Error-vorrecting output code Support Vektor Maschinen

4. All-at-once Support Vektor Machinen

(vgl. Abe, 2005, S.83, Schilkopf& Smola, 2002, S.211-214)

Da die libsvm toolbox die ,one-against-one“ Multiklassifikationsmethode anwendet,
wird an dieser Stelle nur auf die Pairwise Support Vektor Maschinen eingegangen

(vgl. http://www.csie.ntu.edu.tw/~cjlin/libsvm/fag.html#/Q3: Data_preparation).

One-against-one

Die Pairwise Support Vektor Maschinen bzw. das one-against-one Verfahren basiert
auf der Biklassifikation (vgl. Abe, 2005, S.96, Scholkopf& Smola, 2002, S.212). Bei
dieser Methode wird paarweise die Entscheidungsfunktion bestimmt, die jeweils zwei

Klassen unabhangig von den anderen Klassen voneinander trennt (vgl. Abe, 2005,

9
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S.96, Scholkopf& Smola, 2002, S.212). Fiur jede mogliche Klassen-Paarung wird
folglich ein Klassifikator trainiert (vgl. Scholkopf& Smola, 2002, S.212). Bei N Klassen

sind dies @ Klassifikatoren (vgl. Abe, 2005, S.96, Schélkopf& Smola, 2002,

S.212). Bei zehn Probanden bzw. zehn Klassen waren dies 45 binéare
Klassifikatoren. FUr jede Trainingssession werden nur die Trainingsdaten der

jeweiligen zwei Klassen verwendet (vgl. Abe, 2005, S.96).

3 Methodik
In diesem Kapitel wird die Vorgehensweise der Untersuchung geschildert. Zum
Verstandnis und zur Vervollstandigung werden dazu zunachst die verwendeten

Messinstrumente beschrieben, um danach die Durchfihrungsweise darzulegen.

3.1 Untersuchungsinstrumente

3.1.1 Qualisys Track Manager — QTM
Zur Erfassung des Gangmusters der Probanden wurde mit dem Programm Qualisys
Track Manager (QTM) gearbeitet. QTM ist eine motion capture software die alle

Arten von Bewegungen erkennt und darstellt (s. Abb.3).
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Abbildung 3: Markererkennung mit Qualisys
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Kamerasystem

Das Infrarot-Kamerasystem des Herstellers QUALISYS kann nicht nur Infrarot-Licht
aussenden und aufnehmen, sondern auch rechnerisch verarbeiten. Jede Kamera
misst den Ort eines infrarotreflektierenden Objektes und berechnet die 2-
dimensionalen Projektionen der Koordinaten des Punktes. Werden mindestens zwei
Kameras kombiniert, werden 3D-Informationen des gemessenen Punktes
automatisch erzeugt. Die Kameras besitzen einen Prozessor, der die gemessenen
Informationen fir jede Kamera einzeln in 2D-Koordinaten des kameraeigenen
Koordinatensystems umgewandelt. Die Daten werden Uber das Netzwerk zum
Rechner der Messung ubertragen und in 3D-Daten ubersetzt. Qualisys Ubermittelt

die Daten in Echtzeit.
Marker

Zum Qualisys-System gehdren ebenso Marker, welche das von der Kamera
entsandte Licht mit hohem Reflexionsgrad reflektieren. Diese Marker sind
kugelférmig, da jede Kamera im Raum sie erkennen muss. Nur an einer Stelle
befindet sich eine kleine flache Stelle, die es mdglich macht die Marker am
Untersuchungsobjekt zu fixieren. Aufgrund lhrer speziell angefertigten Farbe kdnnen
die Marker das Infrarotlicht reflektieren. Die Marker haben einen Durchmesser von
7mm. Jeder Marker wird einem bestimmten an einer bestimmten Korperstelle

platziert (s. Abb.4).

Abkurzung Bezeichnung Abkurzung Bezeichnung
RH Right Heel RKL Right Knee Lateral
LH Left Heel RKM Right Knee Medial
RFL Right Foot Lateral LKL Left Knee Lateral
RFM Right Foot Medial LKM Left Knee Medial
LFL Left Foot Lateral RT1 Right Thigh 1
LFM Left Foot Medial RT2 Right Thigh 2
RAL Right Ankle Lateral RT3 Right Thigh 3
RAM Right Ankle Medial RT4 Right Thigh 4
LAL Left Ankle Lateral RT5 Right Thigh 5
LAM Left Ankle Medial LT1 Left Thigh 1

RS1 Right Shank 1 LT2 Left Thigh 2

RS2 Right Shank 2 LT3 Left Thigh 3

RS3 Right Shank 3 LT4 Left Thigh 4

RS4 Right Shank 4 LT5 Left Thigh 5

RS5 Right Shank 5 RSAC Right Sacrum
LS1 Left Shank 1 LSAC Left Sacrum

LS2 Left Shank 2 RIL Right Illiacum
LS3 Left Shank 3 LIL Left lliacum

LS4 Left Shank 4

LS5 Left Shank 5

Abbildung 4: Bezeichnung der einzelnen Marker
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3 Methodik

Kalibrierung

Das System bendtigt fur die Ermittlung der dreidimensionalen Koordinaten erstens
die Information, wie die Kameras zueinander aufgestellt sind und zweitens die Lage
des Inertialsystems. Dies gelingt durch die Kalibrierung. Fir die Kalibrierung sind

spezielle Werkzeuge notwendig:

Kalibrier-Gitter

Es handelt sich hierbei um einen rechten Winkel, der mit vier Markern bestickt ist,
die in definierten Abstanden angebracht sind. Der Scheitelpunkt definiert den

Koordinaten-Ursprung des Koordinatensystems.

Kalibrier-Stab

An diesem Stab befinden sich an dessen Ende zwei Marker. Der Kalibrier-Stab wird
beim Kalibrieren im Bereich des Kalibrier-Gitters bewegt, um die notwendigen

Informationen zur Kalkulation der z-Dimension an das System zu tGibermitteln.

3.1.2 VISUAL3D T™M
Im Anschluss an die Datenerhebung mit Qualisys, werden die Daten mittels des

Programms Visual 3D weiter verarbeitet.

Visual 3D ist ein erweitertes Analyseprogramm zur Verwaltung und Dokumentation
von optischen 3D-Daten. Dieses mit dem Qualisys Bewegungsanalyse-System
kombiniert, bietet eine gute Moglichkeit zur biomechanischen Analyse.

Eingabedaten

Das Standardeingabeformat ist das C3D-Format. Visual 3D liest und schreibt C3D-

Dateien, die auf einer herkdbmmlichen Computerplattform erstellt wurden.

Model-Builder

Der Model-Builder ist ein Modellierungstool, das genutzt werden kann, um eine
begrenzte Anzahl an festen Segmenten zu definieren und miteinander zu verbinden.
Die Modellierungstechnik ermdglicht die virtuelle Analyse von Menschen, Tieren oder

mechanischer Bewegungen (s. Abb. 5).
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Abbildung 5: Model-builder Visual 3D

Skripte und Ablauf

Visual3D hat eine einfache Skriptsprache, welche die automatische Verarbeitung der
Daten ermoglicht. Durch die Benutzung von Skripten kann eine benutzerdefinierte

Datenverarbeitung fur ausgewéahlte Anwender eingerichtet werden.

Visualisierung

Die Visualisierung von Bewegungsdaten, die von externer Software importiert
wurden, kénnen an Skeletten, Modellen oder Animationen dargestellt werden. Es
kénnen EMG-Signale und Bodenreaktionskrafte von Kraftmessplatten visualisiert

werden.

3.2 Untersuchungsdurchfuhrung

Die Untersuchung fand im Labor des Instituts fir Sportwissenschatft in der Abteilung
Trainings- und Bewegungswissenschaft statt. Da die Untersuchung an mehreren
Tagen durchgefiihrt wurde, musste darauf geachtet werden, dass die Gegebenheiten
im Labor an jedem Tag identisch sind. An der Untersuchung haben zehn Personen
(funf weiblich und funf mannlich) im Alter von 22 bis 29 Jahren teilgenommen. Alle
Personen waren zum Zeitpunkt der Messungen Sportstudenten der Universitat
Mainz. Die Untersuchungsdurchfihrung erstreckt sich Uber drei meist
aufeinanderfolgenden Tagen. Die Aufnahmen werden in Gruppen von zwei bis drei

Personen durchgefiihrt, das heilst pro Termin missen die Datensétze von
13
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mindestens zwei Probanden aufgenommen werden. Nachdem der Raum Kkalibriert
wurde und die Kameras eingestellt sind, wird der erste Proband mit Markern (siehe
Kap. 3.1.1) beklebt.

Der Ablauf des Hauptteils der Untersuchung gliedert sich wie folgt:

Jeder Proband startet mit einer statischen Aufnahme und hat anschlieRend 15
Laufdurchgénge, die sich in jeweils drei mal fiunf Durchgange mit unterschiedlichen

Konditionen aufteilen:

» 5 x Laufen normal
» 5 min Eingew6hnung an die Einlagen
» 5 x Laufen mit Einlagen

» 5 x Laufen ohne Einlagen

Da die Untersuchung an drei Tagen durchgefuhrt wird, hat jeder Proband am Ende

45 Laufe absolviert.

Die Probanden suchen sich einen Startpunkt x, an welchem sie jeden Durchgang
beginnen. Dabei muss gewahrleistet sein, dass der linke Ful3 jeweils auf der zweiten
Kraftmessplatte aufgesetzt wird. Der Blick ist dabei geradeaus gerichtet und der
Gang sollte méglichst dem natlrlichen Gehverhalten der Probanden entsprechen.
Der Versuchsleiter, in diesem Fall der zweite Proband, gibt das Kommando fur den
Start der Durchgange. Zwischen jedem Durchlauf liegen ca. 20 Sekunden Pause, die
der Proband nutzt, um wieder auf seine Startposition zu gehen. Nach funf
Durchgangen ohne Einlagen, hat der Proband fiinf Minuten Zeit, sich an die Einlagen
zu gewohnen. AnschlieRend werden weitere funf Laufdurchgange vollzogen, bei
denen der Proband Einlagen tragt. Zum Schluss absolviert der Proband weitere funf

Laufe ohne Einlagen.

3.2.1 Datenverarbeitung

Die in der Untersuchung verwendete Videoanalyse dient der Bestimmung der
Korperpunkte, die durch die Marker gekennzeichnet wurden. Nach der Erfassung der
Marker durch das Programm Qualisys Track Manager werden diese in einem System
bei allen Probanden gleich zugeordnet. Man spricht hier vom sogenannten labeln.
Die fertig gelabelten Daten, werden im Anschluss in das Programm Visual3D

geladen. Visual3D von der Firma C-Motion erstellt ein virtuelles Knochenmodell der
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3 Methodik

Probanden und kann die Winkelverlaufe der Gelenke berechnet. Auch die mit der
Kraftmessplatte erfassten Kraftverlaufe werden mit Hilfe des Programms ermittelt.
Die vorliegende Arbeit bezieht sich jedoch nur auf die Winkelverlaufe der Probanden.
Zur Weiterverarbeitung der Daten wird nun die entsprechende Software zur

Klassifizierung mit SVM bendtigt.

Softwaretools zu Support Vektor Maschinen sind reichlich als Freeware erhéltlich.
Fur die vorliegende wissenschaftliche Arbeit wurde die freie Software Scilab v
genutzt. Uber die Funktion Modul Manager ATOMS miissen zur Normierung der
Visual 3D Daten die csv_readwrite toolbox und zur Klassifizierung mittels Support
Vektor Maschinen die libsvm installiert sein. Uber den integrierten Editor SciNotes
werden dann zundchst die beiden bereitgestellten Programm- Dateien
V3D_readdate_wholefolder_1 1.sce und V3D_normieren_minmax0l1 1 1.sce zur
Normierung der Visual 3D Daten ausgefuihrt. Zur Ausfihrung der ebenfalls
bereitgestellten Programm- Datei V3D_main_1_1.sce ist die Anzahl der Durchgange,
die Anzahl der Parameter, die Anzahl der Normalisierungswerte sowie die Art der
Werte anzugeben. Bei der Anzahl der Durchgange wird die Anzahl der Durchgénge
gesucht, die pro Person ausgewahlt werden. Im vorliegenden Fall sind dies 15
Durchgange. Sind einzelne Durchgange bei einer Person fehlerhaft und kénnen
deshalb nicht verwendet werden, kann die Anzahl der Durchgange jeweils beim
Einlesen der Daten korrigiert werden. Die Anzahl der Gelenkwinkel, die in den
Winkeldaten vorliegen, bestimmt die Anzahl der Parameter. Bei den vorhandenen
Aufnahmen sind dies 30 Parameter. Beteiligte Gelenke sind Sprunggelenk, Knie,
Hufte, Ellbogen und Schulter, sowohl rechts als auch links in drei Ebenen. Die Anzahl
der Normalisierungswerte betragt in diesem Fall 101. Um die Winkelwerte der Visual
3D Daten auszuwerten, wird die Art der Werte auf Winkel festgelegt. Danach kénnen
die gewlnschten Datensatze eingelesen werden. Fir jeden Datensatz muss dabei
der Name und das Koérpergewicht des Probanden angegeben werden. Die Angabe
des Korpergewichtes dient der Kraftnormalisierung. Von den vorhandenen
Datensatzen waren jedoch einige fehlerhaft, sodass diese aussortiert werden
mussten. Haufigste Fehlerquelle war dabei das Fehlen von Gelenkwinkeln und damit
die Fehlerhafte Anzahl der Parameter. Die aussortierten Datensatze wurden
geldscht, sodass sich die Anzahl der Durchgange bei einzelnen Personen
verringerte. Bei zwei der zehn Probanden konnten keinerlei Datensatze verwendet
werden. Von 450 durchgefuhrten Durchgéngen, konnten nur 268 eingelesen werden.
15



4 Klassifikation mittels Support Vektor Maschine

Die Anzahl der verwertbaren Datensatze pro Person liegt zwischen 15 und 43
Datensatzen. Die vollstandig eingelesenen Datensatze kénnen dann gemeinsam
ausgewertet und gespeichert werden. Fiur die Anwendung der libsvm toolbox wird

spater die Datei mit der Endung ,.dat’ bendtigt.

4 Klassifikation mittels Support Vektor Maschine

Bei der Verwendung der libsvm toolbox soll nun das Programm mit den zuvor
normierten Datensétzen, den Trainingsdaten, trainiert werden. Hierzu muss zunachst
die abgespeicherte ,.dat’- Datei eingelesen werden (s. Anhangl). Die Datensatze der
Datei kbnnen dann in Klassen eingeteilt werden. In dem vorliegenden Fall bekommt
jede Person eine Kategorie zugeordnet. Dies bedeutet, dass die glltigen Datensatze
der drei Versuchstage fur jeden Probanden zusammengezéhlt werden. Das
Programm soll demnach die ersten 27 Datensatze zu Kategorie ,1°, die folgenden 41
Datensatze zu Kategorie ,2°, usw., zuordnen. Ausgefihrt wird diese Zuordnung
(,target®) durch den String //target= [ones(a,1) ;2*ones(b,1); 3*ones(c,1); 4*ones(d,1);
5*ones(e,1); 6*ones(f,1); 7*ones(g,1); 8*ones(h,1)];, sodass acht Klassen entstehen
(vgl. Anhang 2). Die Variablen a bis h missen definiert werden und beziehen sich auf

die Anzahl der Datenséatze pro Person.

4.1 Training mit allen Datensatzen

Mit model= libsvm_svmtrain(target,daten); kann nun ein Modell anhand aller
vorhandenen Datensatze trainiert werden. Bei der Erstellung des Modells handelt es
sich um das Aufstellen der Entscheindungsfunktion, die eine bestmégliche Trennung
der Trainingsdaten erlaubt. Um diese Funktion aufzustellen, muss zunachst die Art
der Funktion bzw. die Kernfunktion festgelegt werden. Der Parameter t bestimmt
dabei den Typ der Kernfunktion. In der libsvm toolbox wird mit der Voreinstellung -t 2
eine radiale Basisfunktion gewahlt: exp(-gamma*|u-v|*2). Gamma legt dabei den
exponentiellen Verlauf fest, liegt zwischen Null und Eins und besitzt die
Voreinstellung 1. Werden diese svmoptions nicht anders definiert, dienen diese

Voreinstellungen als Grundlage fur das Modell.

Unter Verwendung des Modells (model), der Zuordnung (target) und der Daten

(daten) kann nun mittels libsvm_predict Funktion eine Vohersage getroffen werden.
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4 Klassifikation mittels Support Vektor Maschine

Diese bezieht sich auf die vorhergesagten Kategorien (pred) —beschrieben durch
einen Vektor mit den vorhergesagten Kategorien-, die Entscheidungswerte (dec) —
dargestellt als Matrix mit den Entscheidungswerten- und die Genauigkeit der
Vorherage (acc). Acc wird angegeben als dreikomponentiger Vektor bestehend aus
der Genauigkeit in Prozent, dem mittleren quadratischen Fehler und dem quadrierten
Korrelationskoeffizienten. Fur diese Untersuchung reicht allerdings die Betrachtung
der Genauigkeit der Vorhersage in Prozent aus, die aus dem jeweiligen Modell
resultiert.

Der String [pred,acc,dec]=libsvm_svmpredict(target,daten,model) fuhrt die gesamte
Vorhersage aus, disp(acc) zeigt die Genauigkeit an (s. Anhang 3). Der Screenshot
zeigt, dass unter Verwendung aller Datensétze als Trainingsdaten bei Einsatz einer
radialen Basisfunktion mit gamma=1 die Genauigkeit der Vorhersage bei 100% liegt.
Auch bei Anderung des exponentiellen Verlaufs durch die Modifikation von gamma
andert sich die Vorhersagekraft durch eine radiale Basisfunktion nicht.

Eine weitere Moglichkeit zur Modellerstellung ist die Verwendung einer polynomialen
Kernfunktion. Dies muss in den svmoptions mit -t 1 definiert werden. Die
ponynomiale Funktion (gamma*u™*v + coefO)"degree besitzt, wenn nicht anders
definiert, die Voreinstellung 1 fir gamma, 0 fur coefO und 3 fur degree. Werden
wieder alle Datensatze als Trainingsdaten und eine polynomiale Kernfunktion
genutzt, ergibt sich ebenfalls eine Genauigkeit bei der Vorhersage von 100%. Auch
in diesem Fall stellen sich keine Veranderungen der Genauigkeit ein, wenn der Grad
des Polynoms durch degree oder der exponentielle Verlauf durch gamma geandert
wird.

Als dritte Moglichkeit soll nun eine lineare Kernfunktion zur Generierung des Modells
genutzt werden. Das Skalarprodukt u“v wird durch -t 0 angewendet. Bei Verwendung
aller Datensatze als Trainingsdaten zeigt sich mittels linearen Kernel erneut eine
100%ige Genauigkeit der Vorhersage.

Folglich kann festgehalten werden, dass die vorliegenden Datensétze sowohl durch
lineare als auch durch radiale Basisfunktions- und polynomiale Kernfunktionen
klassifiziert werden kdnnen, wenn als Trainingsdaten alle Daten verwendet werden.
Die Datensatze sind also linear und nicht-linear mittels Support Vektor Maschinen

trennbar.
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4 Klassifikation mittels Support Vektor Maschine

4.2 Training mit einem Teil der Datenséatze

Zur Uberprufung der Prognosequalitat werden die vorhandenen Datenséatze nun in
Trainingsdaten und Testdaten unterteilt. Zunachst werden zwei Drittel der

Datensétze als Trainingsdaten genutzt (s. Abb. 6). Bei jeder neuen Ausfihrung

= random.sce (FsDTkkernpterfiDakurmentetHausarbeit Gang Syhirandorm.sce) - Scilotes EI@

Datei Bearbeiten Suchen Preferences ‘Window Anwenden 7

CEw &S A D0|&F>D

W3D_narmieren_minmax01_1_1.sce @
W3D_readdate_wholefolder_1_1.sce @ | W3D_mnain_1_1.sce @ | skript.sce @ | randarm.sce |§|

anzahl durchgaenge =
rand values = [anzahl durchgaenge, 1);
indices = (2 *anzahl durchgaenge, 1);
for k = /3*anzahl durchgaenge

[b,c] = [rand values) ;

rand values(c] =

indices (k) = c;

L = T s B O I

Line &, Column 3.

Abbildung 6: Festlegen der Datenmenge fur die Erstellung des Modells

variieren die Datensatze. Das Modell wird nun mit den jeweiligen Datensatzen
trainiert. Die Vorhersage wird schlie3lich sowohl mit den Trainings- als auch mit den
Testdaten anhand des generierten Modells erstellt. Dabei zeigt sich auch bei der
Verwendung einer geringeren Anzahl an Trainingsdaten und der Uberpriifung mittels
Trainings- und Testdaten bei dem Modell mit linearer Kernfunktion eine nahezu
fehlerlose Klassifizierung. In den meisten Ausfuhrungen liegt die Genauigkeit der
Vorhersage bei 100%, in seltenen Fallen besteht eine 99,62%ige Prazision. Zu dem
gleichen Ergebnis kommen die Modelle mit polynomialer Kernfunktion zweiten oder
dritten Grades. GrofRere Fehlerraten ergeben sich hingegen bei Modellen mit radialen
Basisfunktions- Kernfunktionen. In diesem Fall scheint der exponentielle Verlauf eine
tragende Rolle zu spielen. Dies aul3ert sich folgendermal3en: ndhert sich gamma
dem Wert 1 an, wird die Klassifizierung unpraziser. Dahingegen kann die
Genauigkeit der Vorhersage bei einem Wert von gamma=0,1 bei 100% liegen.

Wird die Anzahl der Trainingsdaten weiter verringert und damit gleichzeitig die

Anzahl der Testdaten erhdht, nimmt dadurch auch die Prazision der Klassifizierung
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4 Klassifikation mittels Support Vektor Maschine

ab. Diese Abnahme zeigt sich gleichermalRen bei allen drei Kernfunktionen. Je
weniger Trainingsdaten dem Modell zur Verfugung stehen, desto hoher liegt die

Fehlerquote.

4.3 Diskussion der Ergebnisse

Die Anwendung der Support Vektor Maschine zur Mustererkennung bei der
Ganganalyse lieferte bei den vorhandenen Datensétzen eine hohe Prazision der
Vorhersage. Die Zuordnung zu den Probanden (Labels) erfolgte dabei durch die
Trainingsinputs der Winkeldaten. Hierzu wurden alle Datensatze jeder Person
zusammengenommen. Es wurde keine Unterscheidung aufgrund der Tage oder dem
Tragen der Einlagen gemacht. Der Einsatz der Einlagen war fir diese Arbeit
unerheblich. Bei Einsatz aller Datensatze als Trainingsdaten zeigte sich, dass die
Daten mit den drei Kernfunktionen linear, radiale Basisfunktion und polynomial
prinzipiell trennbar sind. Dies konnte durch die 100%ige Vorhersagekraft bei
Verwendung der drei Kernfunktionen gezeigt werden. Interessant fur empirische
Zwecke ist jedoch, die Generalisierbarkeit der Methode. Die zentrale Frage ist
demnach, inwieweit das trainierte Modell (die Entscheidungsfunktion) zuverlassig
neue Datensatze mit unbekanntem Label klassifizieren kann. Zu diesem Zweck
wurden zur Erstellung des Modells nur noch zwei Drittel der gesamten Datensatze
als Trainingsdaten eingesetzt. Dies ermdglicht es, die Generalisierbarkeit mittels der
nicht verwendeten Testdaten zu Uberprifen. Die Untersuchung zeigte, dass bei
Verwendung von 179 Trainingsdaten die gesamten 268 Datensétze —Trainingsdaten
plus Testdaten- sowohl mittels linearer Kernfunktion als auch mittels polynomialer
Kernfunktion zweiten oder dritten Grades sehr préazise klassifiziert werden konnten.
Die Verwendung einer radialen Basisfunktions-Kernfunktion konnte die gesamten
Datenséatze hingegen weniger genau vorhersagen. Die Prazisionsquote lag so
beispielsweise bei rund 90%. Da das Training mit den gesamten Daten gezeigt hat,
dass eine 100%ige Vorhersage der Trainingsdaten moglich ist, bedeutet dies, dass
die Vorhersagekraft bei den Testdaten nur noch bei rund 70% liegt. Das Modell, das
auf einer radialen Basisfunktion basiert, kann Daten mit unbekanntem Label
demnach nur zu 70% richtig zuordnen. Die radiale Kernfunktion ist folglich nicht die

optimale Kernfunktion zur Lésung unseres Klassifikationsproblems.

Wie bereits beschrieben, nimmt die Vorhersagekraft der Modelle mit abnehmender

Anzahl an Trainingsdaten ab. Bei Verwendung von 134 Trainingsdaten besteht bei
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der Modellerstellung mittels linearer Kernfunktion und polynomialer Kernfunktion
beispielsweise immer noch eine minimal 96,6%ige Prognosefahigkeit aller 268
Daten. Dies bedeutet wiederum eine richtige Klassifizierung zu 92%. Je weniger
Trainingsdaten eingesetzt werden, desto gréf3er wird die Fehlerquote. Dies kann zum
einen bedeuten, dass die parallele Zunahme der Testdaten auch gleichzeitig eine
erhohte Fehlerquote induziert. Dies lasst auf eine Abschwachung der
Generalisierungsfahigkeit der verwendeten Entscheidungsfunktion schlielRen. Auf der
anderen Seite lasst sich aber auch nicht ausschliel3en, dass die abnehmende
Prazision teilweise auf der Verringerung der Trainingsdaten basiert. Bei Verwendung
von 134 Trainingsdaten dienen durchschnittlich nur 17 Trainingsdaten pro Person
der Zuordnung. Moglicherweise beeintréchtigt die geringere Anzahl an

Trainingsdaten die Bestimmung der Entscheidungsfunktion erheblich.

Eine optimale Hyperebene, die die Klassen fehlerlos trennt und eine maximale
Generalisierbarkeit aufweist, konnte jedoch nicht gefunden werden. Die Datenséatze
waren gleichermaflen durch lineare sowie durch polynomiale Kernfunktionen

klassifizierbar.
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5 Zusammenfassung und Ausblick

In der vorliegenden Arbeit wurden die Mdglichkeiten von Support Vektor Maschinen
zu Klassifizierung von Gangmustern untersucht. Viele der erhobenen Datenséatze
mittels Qualisys und Visual 3D erwiesen sich in der Weiterverarbeitung der Daten als
fehlerhaft. Datensatze zweier Probanden konnten aus diesem Grund tberhaupt nicht
verwendet werden, sodass letztendlich die Winkelwerte von acht Probanden
klassifiziert werden sollten. Die Klassifizierung mittels libsvm toolbox in Scilab v
wurde Uber die one against one Support Vektor Maschine durchgefuhrt. Unter
Verwendung verschiedener Kernfunktionen wurde zunachst die Trennbarkeit der
Klassen Uberprift, die eine erfolgreiche Klassifizierung unter Einsatz von Kern- Tricks
darlegte. Zur Uberpriifung der Generalisierbarkeit wurden die Daten schlieRlich in
Trainings- und Testdaten unterteilt. Dies brachte zum Ausdruck, dass die erstellten
Entscheidungsfunktionen nur bedingt generalisierbar sind, wobei die Problematik der
geringen Anzahl an Datensatzen zu beachten ist. Dennoch demonstriert die
Verwendung der Support Vektor Maschine zur Loésung des vorliegenden
Klassifikationsproblems die hohe Generalisierungsfahigkeit dieser Lernmaschine.
Der Einsatz der unterschiedlichen Kernfunktionen zeigte in dieser Untersuchung nur
geringe Unterschiede in der Genauigkeit. Trotz relativ geringer Anzahl an
Trainingsdaten bei acht potentiellen Kategorien konnten sowohl mittels linearem als
auch polynomialem Kernel Modelle erzeugt werden, die eine nahezu 100%ige
Vorhersage ermdglichten.

Interessant ware an dieser Stelle die Uberprifung der Generalisierbarkeit anhand
weiterer Testdaten. Daruber hinaus wéare eine binare Klassifikation der Datensatze
denkbar, die prufen soll, ob sich die Daten der Durchgadnge mit Einlagen von den
Daten der Durchgadnge ohne Einlagen mittels Kernfunktionen voneinander trennen
lassen. Dies konnte Aufschluss dartber geben, ob sich das Gangmuster in einer

bestimmten Weise durch die Einlagen beeinflussen lasst.
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Anhang

Anhang

Anhang 1:Laden der Dateien in Scilab

Scilab Console

File Edit Preferences Control applications 7

FZBE|l4 00 BAS S = @@

Starte Ausfihrung:
lade Startumgebundg

Start CSV read write
Load macros
Load gateways
Load help
Load demos
Type "demo_gui (] " and search for "CHV read write" for Demonstrations.

libsvm Toolbox - (1.4.1)
Load macros
Load gateways
Load help
Load demos

m

——>3tacksize 'max'

——>dateiname = uigetfilel)
dateiname =

Y4 £501% kkemprer$' Dokuwente' Hausarbeit Gang SVM\Alle+Wi.dar

--»daten = read(dateiname, -1, 101%30)

daten =
column 1 teo 11
0.7493167 0.7477188 0.7465277 0. 7470402 0.7463752 0. 7464457 0.7469965 0.7457435 0.7505623 0.7533338 0.7585744
0.74585548 0.7495521 0.7503626 0.75z0700 0.7525333 0.7556353 0.7563328 0.7578550 0.761718 0.7686253 0.77261z20
0.745202z2 0.7492116 0.7497436 0.74597609 0.7511551 0.7521887 0.7550782 0.7578113 0.7634185 0.7676705 0.7733322
0.7461979 0.7450447 0.7451329 0.7463932 0.7476723 0.7459264 0.75z20740 0.7536953 0.75658776 0.7634788 0.7683619 -
< m b

Anhang 2: Zuordnung der Datensétze zu Klassen und Erstellung des Modells

Eile Edit Preferences Control Applications 2

ZE|l&sDD0BAS B = e@

Scilab Console

-—=a=27; -

——rb=41;

——rC=Z6:

-—»d=40;

—-re=43;

——»f=38;
-->g=38;
-->h=15;
—-rtarget= [ones(a,1); 2*ones(b,1): 3*ones(c, 1) 4*onea(d,1); S¥ones(e,1); &*onesif,1): 7*ones(g,1): S*onealh,1)]:

—-rmodel= libsvm svmtrain|target,daten);
«

optimization finished, #iter = 27

nu = 0.794118

ohj = -38.074382, rho = 0.331888

nsv = 54, nB3V = 54

optimization finished, #iter = 26
nu = 0.981132

-47.407835, rho = -0.646076
nsV = 52, nB3V = 52

=

optimization finished, §iter = 30
nu = 0.805970
ohj = -48.858854, rho = 0,777009

n3V = 56, nB3V = 53

4 T 3




Anhang

Anhang 3: Datenvorhersage mittels target, daten und modell

Scilab Cansole

File Edit Preferences Control Applications ?

ZE A0 DBAS B = @O

nu = 0.357528

obj = -14.589339, rho = -0.218499
n3¥ = 73, nB3V = 1

*

optimization finished, #iter = 95
nu = 0.398626

ohj = -11.692019, rho = -0,376081
n3V = 53, nB3V = 2

+

optimization finished, #iter - 132
nu = 0.330726
ohi = -12.590888, rho = -0.045664

nIv = 65, nBIv = 1
o

optimization finished, #iter - 83
nu = 0.390243
ohi = -10.377293, rho = -0.214712

nIv¥ = 45, nBIV = 1
*

optimization finished, fiter = 100
nu = 0.377376
okhj = -10.017175, rho = -0.170967

n3v = 50, nBSV = 1
Total n3v = 242

-->[pred,ace, dec] =libsvm_svmpredict (target, daten, model);

——>disp (qoo)

f 1
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